

    
      
          
            
  
Eamon’s Machine Learning Archive




Eamon 的机器学习资料库

Brief visual explanations of machine learning concepts with diagrams, code examples and links to resources for learning more.


警告

This document is under early stage development. If you find errors, please raise an issue [https://github.com/bfortuner/ml-cheatsheet/issues] or contribute [https://github.com/bfortuner/ml-cheatsheet/blob/master/README.md] a better definition!
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1. 变量的定义

在不同语境下，变量可能有不同涵义。在机器学习中，变量是指任何能被测量的事物的某项特征。例如：



	年龄（21,44…）


	性别（男,女）


	房价（$200000,$30000）







之所以称为“变量”是因为它们的取值在观察的总体中往往是可变的。




2. 变量的类型

根据不同的测量尺度，变量可以分为以下2个大类：



	定量型（数值变量）


	定性型（类别变量）








2.1 数值变量

数值变量的取值是数字。数值变量可以进一步分为离散型变量和连续性变量。


2.1.1 离散型变量

离散型变量的可能取值构成的是一个可数的集合，即取值的可能性是有限的。例如，一个家庭中孩子的数量。




2.1.2 连续型变量

连续型变量的可能取值的个数是不可数的。






2.2 类别变量

类别变量是指从一个有限的、固定的类别集合中，根据样本的一些定性的属性分配取值的变量，例如，婚姻状态，邮政编码。
类别变量可以进一步分为定序变量和名义变量。


2.2.1 定序变量

定序变量的取值可以排序或分为几个等级，例如学生的考试等级可以分为 A/B/C 等几个等级。




2.2.2 名义变量

名义变量的取值虽然也是从几个类别中取，但取值本身没有顺序或程度的差别。






2.3 日期

严格的说日期也是类别变量中的一种，但由于其特殊性，我们单独把它作为一类。
日期可以有很多形式，例如 ‘29-08-1987’,‘2016-Dec’，时间戳等。




2.4 混合变量

现实中的数据往往的脏乱的。混合变量在这里特指取值既包含数值也包含类别的变量，例如，“违约状态”变量的取值可能包括：0/1/2/3+/Default 来表示无逾期/逾期1期/逾期2期/逾期3期以上/已欠款。

这种混合的变量的产生有很多种原因，根据实际需要我们可能把它变形为纯数值变量或类别变量。
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1. 缺失值 Missing Data

缺失值指的是数据集中数据不存在的情况。
产生缺失值的原因有很多，例如：



	对于特定的样本，该变量的取值不存在。


	人为因素导致的缺失，例如忘记填写。








1.1 缺失机制 Missing Data Mechanisms

本节介绍数据产生缺失的几种机制，了解数据缺失的机制帮助我们决定使用哪种方法来处理缺失值。数据缺失的机制最早由 Rubin 提出 1，分别是：


1.1.1 Missing Completely at Random

完全随机缺失，指的是某变量缺失值发生的可能性与其他变量无关也与该变量自身无关，即任何一个样本在该变量上发生缺失的概率是等同的。在这种情况下，丢弃缺失的数据不会影响做出的推断。




1.1.2 Missing at Random

随机缺失，指的是某变量出现缺失值的可能性只与数据集中某些其他已知变量有关，而与该变量自身无关。

比如说，男人比女人更有可能公开体重，这时体重这个变量的缺失对于男性和女性而言都是随机缺失的，但因为女性更倾向于保留体重信息，在女性群体中会有更大的缺失比例。

随机缺失的情况下，丢弃含有缺失值的样本也是可以接受的，只要我们的模型将所有与缺失相关的变量纳入在模型中。




1.1.3 Missing Depends on Unobserved Predictors

变量出现缺失值的可能性与某些未观测到的因素有关，此时缺失就不再是随机的了。这种情况下，“缺失” 这一信息本身就是有价值的，如果丢弃缺失的数据，做出的推断很可能是有偏的（因为相当于从整体中抽取了一部分特殊子集，而不是随机抽样）。




1.1.4 Missing Depends on Missing Value Itself

某变量出现缺失值的可能性只与其自身相关。例如，收入偏高的人士可能更不愿意提供自己的收入信息，这时收入这个变量的缺失与否就与变量本身的取值有关了。




1.1.5 How to Assume a Missing Data Mechanism



	根据常识判断。很多时候业务经验和知识已经能告诉我们数据缺失的机制大概是什么。


	统计测试。把数据集分为带缺失和不带缺失的两组，对两组作 t-test 检验是否有显著差异。如果存在差异，则可以认为数据不是完全随机缺失的。或者我们可以用“是否缺失”作为目标变量，进行逻辑回归观察其他变量与其是否相关。但需要注意是的，我们只能测试缺失是否是完全随机缺失。












1.2 如何处理缺失值 How to Handle Missing Data


1.2.1 List-wise deletion

又称为 Complete-case analysis，即将所有含有缺失值的样本/记录直接丢弃。

假设

该方法的前提是数据是完全随机缺失的。在这种前提下，丢弃所有带缺失值的样本等同于随机选择一部分数据子集。


	优点

	
	简单易实施


	保留了变量的分布形状






	缺点

	
	如果缺失的记录太多，则导致损失大量数据，使得分析难以进行。因此该方法只适用于缺失比例不高的情况下。


	当数据不是完全随机缺失时，使用该方法会使得处理后的数据与原始数据有系统性的差异











1.2.2 Mean and median imputation

均值和中位数填充。填充指的是用某种统计手段来填补缺失的部分，目地是产生一个完整的数据集。均值和中位数填充即用缺失变量的平均数（如果变量呈高斯分布）或中位数（如果变量呈偏态分布）来填充缺失部分。

如果缺失的是类别型变量，则可以用众数（该变量出现频次最多值）来填充，原理一致。

假设

该方法的前提是数据是完全随机缺失的。在这种前提下，我们可以用该变量最常出现的取值来替换缺失值，因为这是该记录最大概率可能的取值。


	优点

	
	简单易实施


	产生完整的数据集






	缺点

	
	会对原始的方差造成变形


	被填充的变量与其他变量的协方差也变形了，因为忽略了变量之间的关系








当使用这种方法时，如果缺失的比例过大，则势必会造成该变量的方差变小（因为我们只用一个值去填充所有缺失部分）。同样的原因，该变量与其他变量的协方差也会变形。这是最常用的处理缺失值的方法。




1.2.3 Adding a Variable to Capture NA

增加一个变量，表示观测值是否是缺失的。

如果数据是完全随机缺失的，我们可以用各类填充方法获取一个完整数据集，但如果数据不是完全随机缺失的，单纯的填充会使我们丢失一块重要信息。因为缺失不是完全随机产生的，所以一个样本是否是缺失本身就携带了重要的信息。此时，我们可以增加一个额外的变量，来表示样本是否是缺失的。一般可以将它设为二值，0-不缺失，1-缺失。

假设

数据不是完全随机缺失。


	优点

	
	简单易实施


	能保留缺失本身所携带的信息






	缺点

	
	使特征空间放大








如果数据集中含有缺失值的变量过多，则增加对应的额外变量后数据集将变得很大。通常，该方法与均值/中位数填充共同使用，如此覆盖了2个方面：如果数据是完全随机缺失的，则均值/中位数填充能很好的产生一个完整数据集；如果不是，则添加一个额外变量可以很好的捕捉缺失信息本身。




1.2.4 End of the Distribution Imputation

上一节中我们提到如果数据不是完全随机的，则可以用增加额外变量的方法捕捉缺失信息，但原始变量中数据仍旧是缺失的；有时我们也不希望增加太多的额外变量。此时，我们可以用变量分布尾端的值来填充。

该方法的依据是，缺失是由于一定理由产生的，因此用均值或中位数来填充使该样本与大多数样本取值相似是不合理的，应该用一些尽量与众不同的值进行填充，例如分布尾端的极少出现的值。

假设

数据不是完全随机缺失。


	优点

	
	简单易实施


	能保留缺失本身所携带的信息






	缺点

	
	改变了变量的原始分布，如果缺失信息并不重要，可能降低变量的预测能力


	如果变量的缺失比例高，则会使真正的异常值被抹去


	如果变量的缺失比例低，则会使填充后的样本被认为是异常值








由于上述缺点，该方法也较少使用。




1.2.5 Arbitrary Value Imputation

与上节的方法类似，但是是用一个人为定义的特殊值来填充。

假设

数据不是完全随机缺失。


	优点

	
	简单易实施


	能保留缺失本身所携带的信息






	缺点

	
	改变了变量的原始分布，如果缺失信息并不重要，可能降低变量的预测能力


	特殊值需要人为定义











1.2.6 Others

以上介绍了几种基本的缺失值处理方法。下面再简单补充几种较复杂的处理方法。



	Hot-Deck Imputation：热卡填充，对于一个包含空值的对象，该方法在完整数据中找到一个与它最相似的对象，然后用这个相似对象的值来进行填充。不同的问题可能会选用不同的标准来对相似进行判定。该方法概念上很简单，且利用了数据间的关系来进行空值估计。这个方法的缺点在于难以定义相似标准，主观因素较多。


	Cold-Deck Imputation：与Hot-Deck 相似，唯一不同的地方是数据来源是其他数据集。


	Clustering Imputation：用聚类算法（如KMeans）确认与含有缺失的样本最接近的K个样本，将这个K个样本的值加权平均的结果作为填充值。


	Random Sample Imputation：与均值填充类似，随机值填充试图尽可能的保留原始数据的统计量。具体方法是，从该变量已知的取值中取一组随机子集，作为填充的值。如此，能保证该变量的均值和方差不变，变量的分布也不变。该方法的前提同样是数据是完全随机缺失。但随机性也是该方法最大的问题，即同样的数据情况下，使用随机填充方法再建模，得到的解可能是不同的，因此使用较少。


	Multiple Imputation：多重插补法。较复杂，基本概念可以参考 5。












1.3 缺失值处理方法总结

[image: _images/missing_data_handle.jpg]
图片来源： 6

如果变量缺失的比例较小（如5%以下），则这部分缺失不太会对结果产生很大的影响，此时做特殊处理的话反而可能带入噪音，因此使用均值/中位数填充基本就可以了。

如果变量缺失的比例较大（如5%以上），则使用均值/中位数填充+增加额外变量的方法，来捕捉缺失信息。

如果不希望扩大特征空间，则尝试用分布尾端值或特殊值填充。

如果目标变量是高度不平衡的，则需要警惕缺失值是否与目标变量有关。






2. 异常值 Outlier

异常值指的是与其他样本显著不同的离群样本。更细致的定义：


“An outlier is an observation which deviates so much from the other observations as to arouse suspicions that it was generated by a different mechanism.”

—[D. Hawkins. Identification of Outliers, Chapman and Hall , 1980.]




异常值是否需要处理，和具体业务场景紧密关联。如果异常值是由于一些错误因素导致的，比如测量错误，则明显应该剔除。但也有很多时候，异常值的产生本身就是很有用的信息，比如一笔异常的交易很可能是欺诈事件。

均值、方差等统计量都会受到异常值的干扰。很多机器学习算法也会对异常值敏感，使得算法效果下降。因此有必要在特征清洗过程中对异常值做处理。


2.1 异常值检测 Outlier Detection

异常值检测的方法有很多。事实上异常检测是机器学习中的一个单独的板块，涉及相当多的内容。关于异常值检测，可以参考 Charu的《Outlier Analysis》http://charuaggarwal.net/outlierbook.pdf

这里只简单介绍一种最基本的异常值检测方法。


2.1.1 Extreme Value Analysis

该方法是最基本的针对一维数据的异常值检测方法，核心在于找到该变量分布的统计尾端，认为尾端的数据是异常的。

三倍标准差法

假设变量是高斯分布的，如果样本的取值在平均值 +/- 3个标准差范围之外，则该样本认为是异常值（68-95-99法则），因为这个范围之外的数据出现的概率非常小。

箱线图法

利用数据中的四分位数和四分位差来判断异常值。首先计算变量的四分位差（IQR），再根据 IQR 和变量的四分位数计算上下界，在上下界之外的数据认为是异常值。

IQR = 75th分位数 - 25th分位数

上界 = 75th分位数 + （IQR * 1.5）

下界 = 75th分位数 - （IQR * 1.5）

视具体数据情况，IQR乘以的倍数可以适当放大或缩小。

优点
两种方法都不受极端值的影响。

缺点
如果数据是严重偏态分布的，则两种方法都不适用。第一种方法只适用于高斯分布的数据，箱线图法会使得大量样本都被视作异常。






2.2 如何处理异常值

根据异常值产生的原因，我们可以有以下几种处理方法。


2.2.1 Mean/median imputation or trimming

与处理缺失值的逻辑类似，如果异常值的出现是完全随机的，则可以直接丢弃记录或均值填充。




2.2.2 Top-coding, bottom-coding and zero-coding

Top-coding 盖帽法，对变量的分布设置一个人为的最大值，即将任何超过最大值的点替换为该最大值。

Bottom-coding & zero-coding 与 top-coding类似，设置一个最小值，低于该值的点替换为该最小值或0。








3. 类别变量的标签 Labels

类别变量的取值是从一组固定的类中取的，这个取值也叫做标签。例如，性别的标签可以是“男”或“女”。类别变量标签的数量可多可少，如果这个数量过多，可能会产生问题。


3.1 类别变量标签过多带来的问题



	相对于标签较少的变量，标签过多的变量倾向于主导模型，特别是基于树的模型


	标签过多的变量可能引入噪音，使得模型容易过拟合


	可能发生这样的情况：某些标签只在训练集中有，测试集中无，使得模型过拟合


	同时，也可能发生某些标签只在测试集中有，训练集中无的情况，使得模型无法预测










3.2 处理方法

对于这类问题，通常的处理方法是根据业务经验将某些标签合并在一起，从而达到减少标签数量的目地。






4. 类别变量的罕见值 Rare values

如果一个类别变量有很多标签，那经常会伴随的另一个问题是部分取值出现的频次很稀少（当然，变量的标签并不多的情况下也可能出现罕见值）。例如，假设有个变量是“贷款申请者的居住城市”，则可以想象大城市的出现频次很多，而像“阿克苏”这样的小城市出现的就很少。具体多“少”算是少没有一个固定的标准，一般来说如果只占总体的5%以下可以认为是罕见值。


4.1 类别变量罕见值带来的问题



	变量中存在很多的罕见值可能引入噪音，使得模型容易过拟合


	可能发生这样的情况：某些罕见值只在训练集中有，测试集中无，使得模型过拟合


	同时，也可能发生某些罕见值只在测试集中有，训练集中无的情况，使得模型无法预测










4.2 处理方法

类别变量的罕见值和异常值相似，可能毫无用处带来噪音，也可能是重要的信息来源。一般来说，如果类别变量只有少量标签，则罕见值可能含有有价值的信息，如果类别变量有很多标签，则很有可能自然就出现很多罕见值，并且并无多大价值。


	One predominant category

	
	该类别变量有一个主要标签，出现在超过90%样本中


	观察变量与目标变量的关系，考虑是否有价值，选择保留或丢弃该变量






	A small number of categories

	
	该类别变量只有少量标签


	通常不需要处理






	High cardinality

	
	该类别变量有很多标签


	将罕见值合并为一个单独的类别（如‘Rare’类），或


	将罕见值替换为该变量出现最多的类别













5. 类别型变量的编码

类别型变量无法直接计算，需要处理。


5.1 One Hot Encoding

最常用的方法，又称“独热编码”或“一位有效编码”，即将一个类别变量转换为多个二值变量，这些二值变量只能取0/1，表示对应的类别是否激活。每一个二值变量也称为 dummy variable。

例如，性别变量经过one hot encoidng转换后：
.. image:: images/onehot1.png
.. image:: images/onehot2.png

值得注意的是，要表示一个K个标签的类别变量，我们可以转换为K个二值变量，也可以只用K-1个二值变量来表示（所有都取0时即代表剩下的那个标签）。


	优点

	
	方便实施


	对数据不做假设


	保留了所有原始信息






	缺点

	
	不会增加更多有预测力的信息


	如果类别变量的标签很多，会大幅增加特征维度









5.1.1 何时使用K或K-1个二值变量



	当原类别变量只有2个标签时，只创建1个二值变量


	
	当原类别变量有大于2个标签时：

	
	对于训练过程中同时考虑所有自变量的算法，创建K-1个二值变量


	对于训练过程中只考虑部分自变量的算法，创建K个二值变量（例如基于树的方法）


















5.1.2 如何处理类别变量标签过多的情况

只对出现频次最多的 Top N 个标签进行编码，把剩余的标签归为一组。虽然会损失一部分信息，但也能有效防止特征空间变得太大。






5.2 Ordinal Numbering Encoding

有序数值编码，指的是如果类别变量是定序变量，即顺序是有意义的，那么我们可以直接用数字来替代标签。例如，一星期中的第几天（周一、周二…）可以编码为1/2/3/…/7。




5.3 Target guided ordinal encoding

根据目标变量进行有序编码。这类方法会对目标变量和自变量之间建立一个单调的关系（即两个变量同向或反向变化，一个变量的值增加时，另一个变量的值也增加或减小）。


	优点

	
	捕捉变量的内在信息，可能使变量的预测力加强


	不会增加特征维度






	缺点

	
	可能导致过拟合









5.3.1 Ordering labels according to the target

根据目标变量的值将类别变量的标签排序。计算该类别变量每个标签下所有样本在目标变量上的平均值，再根据该平均值对标签进行排序，赋予对应的数字，替换原来的标签。




5.3.2 Mean Encoding

将类别变量的标签用目标变量的均值替换。与上一节的方法类似，不过是用该标签下所有样本在目标变量上的平均值直接替换原来的标签。这种方法下，会在目标变量与类别变量之间建立一个线性关系。




5.3.3 Probability ratio encoding

即将类别变量的标签用每个标签下所有样本在目标变量上等于1的概率的均值(P(1))与等于0的概率的均值(P(0))的比值(P(1)/P(0))来替换。




5.3.4 Weight of evidence (WoE) TODO

WoE广泛应用与金融领域个人信用风险预测中，作为衡量分组后模型对好坏申请人区分能力的指标。

计算
WoE = ln( (Proportion of Good Credit Outcomes) / (Proportion of Bad Credit Outcomes))

如果某组人群的 WoE = 0，则说明该组中好人和坏人的比例相同，WoE > 0 说明好人多于坏人，WoE < 0说明好人少于坏人。对类别变量进行 WoE 转换后特别适合逻辑回归。因为这样自变量都统一到同样的尺度，并且能直接根据回归的系数相互比较。


	优点

	
	将变量进行变换后特别适合逻辑回归模型


	变换后的变量的系数可以互相比较预测能力，因为在同一测量尺度上






	缺点

	
	可能导致过拟合


	不考虑变量之间的相互关系















6. 机器学习算法总结

[image: _images/algo_overview.png]
图片来源： 7
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特征缩放 Feature Scaling TODO



	1. 为什么要做特征缩放？


	2. 零均值化与标准化


	3. 最大-最小值标准化


	4. 缩放至中位数和百分位数







1. 为什么要做特征缩放？




2. 零均值化与标准化

零均值化即把每个变量的均值都变为0，方法是对每个样本的取值都减去该变量的平均值。

标准化即在零均值化的基础上更进一步，不仅把变量的均值置为0，且把方差置为1，方法是对每个样本的取值减去该变量的平均值，再除以标准差。

公式： z = (x-x.mean) / standard deviation

通过零均值化或标准化的处理，可以使得不同的特征具有相同的尺度（Scale）。这样，在学习参数的时候，不同特征对参数的影响程度就一样了。


	缺点

	
	如果变量是偏态分布的或存在极端值，则标准化后的变量分布会被压缩在一个窄小的区间内











3. 最大-最小值标准化

之前XX节提到了，变量的数值差异会影响算法的表现，而最大-最小值标准化可以将变量的值压缩到[0,1]的区间内。

公式：  X = (x-x.min) / (x.max-x.min)


	缺点

	
	与标准化方法的缺点类似，如果变量是偏态分布的或存在极端值，则标准化后的变量分布会被压缩在一个窄小的区间内











4. 缩放至中位数和百分位数

该方法将每个样本减去该变量的中位数，再除以四分位差（IQR）。

公式： X_scaled = (x-x.median) / IQR

IQR = 75th quantile - 25th quantile


	优点

	
	对于偏态分布的变量，也能较好的保留原始的分布形状














          

      

      

    

  

    
      
          
            
  
特征工程 Feature Engineering



	1. 离散化 Discretization


	1.1 离散化的方法


	1.1.1 等频分箱


	1.1.2 等距分箱


	1.1.3 基于业务经验的分箱


	1.1.4 基于决策树分箱


	1.1.5 更多方法










	2. 特征转换 Transformation


	2.1 高斯变换






	2.2 更多方法


	3. 特征衍生/组合 Feature Crossing


	3.1 缺失变量衍生


	3.2 简单统计特征


	3.3 维度合并


	3.4 占比类


	3.5 特征转化


	3.5.1 单个特征


	3.5.2 多个特征






	3.6 交叉验证类


	3.7 GBDT+LR 利用模型生成特征


	3.8 特征学习











1. 离散化 Discretization

离散化是指通过创建一组覆盖变量取值范围的区间，将连续变量的值转化到几个离散的区间的过程。

离散化的目地是帮助处理极端值和偏态分布的变量。它一方面可以将极端值分到某个区间内，使得它和其他分布末端的值处于同一个区间，从而避免极端值的影响。另一方面，某些离散化的方法可以将偏态分布变量的值分到一系列具有相同数量观测值的区间内，从而改变分布。

https://www.zhihu.com/question/31989952/answer/54184582


1.1 离散化的方法

离散化方法又叫“分箱”（binning），每一个bin即表示一个区间。离散化方法可以分为两大类：有监督方法 和 无监督方法， 区别是前者利用到了目标变量的信息来创建区间。 无论用哪种方法进行了离散化后，我们一般还会用类别变量的处理方法做进一步变换，例如 WoE转换或Ordinal Numbering Encoding。

无监督离散化方法



	等频分箱 Equal frequency binning


	等距分箱 Equal width binning


	基于业务经验分箱








	有监督离散化方法

	
	基于决策树分箱 Discretisation using decision trees









1.1.1 等频分箱

等频分箱将变量的所有可能取值分为 N 个区间内，每个区间具有相同数量的样本，这对于处理高度偏态分布的变量很有用。通常的做法是把连续变量划分到10个以下的区间内，利用百分位数来决定区间的上下界限。

这种方法的缺点是可能扰乱原始变量和目标变量的关系（考虑极端情况：目标变量是高度不平衡的，该自变量的极端取值与目标变量完全对应），使得转换后变量的预测能力反而下降。 另外，也可能使相同取值的两个样本被分在不同的两个相邻区间内，这种情况需要另行处理。




1.1.2 等距分箱

等距分箱将变量的所有可能取值分为 N 个区间内，每个区间的宽度相同，这个宽度由该变量的取值范围和 N 共同决定。

Width = (max_value-min_value) / N

通常来说 N 不超过10。等距分箱的时候容易出现不均匀的现象，它强调区间的宽度，不考虑每段内样本的个数，对异常点比较敏感，容易造成大部分分段内只有少数甚至0个样本的情况。如果变量是偏态的，该方法不适用。




1.1.3 基于业务经验的分箱

有些情况下，基于业务经验决定如何分箱会更 make sense。例如，对于年龄，我们可以根据实际分析的需求分为 0-18（未成年），18-24（青年）…等区段。




1.1.4 基于决策树分箱

决策树的直观理解就是一堆 if else，所以这种模型天生具有对连续型特征切分的能力，用于特征离散化也是合情合理的。实际操作中，我们可以单独连续特征和目标值训练一个决策树模型，然后把训练获得的模型内的特征分割点作为离散化的离散点。




1.1.5 更多方法

TODO








2. 特征转换 Transformation


2.1 高斯变换

一些机器学习的算法例如线性回归和逻辑回归假定变量必须是正态分布的，也有一些算法虽然不要求必须正态分布，但也会获益于接近正态分布的变量形态。如果原始变量不是正态分布的，可以通过一些数学变换让变量接近正态。包括：



	倒数变换


	平方根变换


	指数变换


	对数变换


	Boxcox 变换







具体的过程暂略。






2.2 更多方法

TODO




3. 特征衍生/组合 Feature Crossing

数据和特征决定了机器学习的上限，而模型和算法只是逼近这个上限而已。获得更多高质量的变量是特征工程的重中之重。本节介绍几种生成衍生变量的方法。


3.1 缺失变量衍生

在“特征清洗”章节中已经提过，对于含有缺失值的变量，可以创造一个新变量标注该变量是否是缺失，捕捉“缺失”这一层信息。当然，在创建这类衍生变量的时候一定要搞清楚变量缺失的机制。




3.2 简单统计特征

创建原始变量的简单统计类特征。简单统计量比如：



	count


	average


	median


	stddev


	max/min


	sum







以通话记录数据为例，通过这个角度创建的特征可以有：
通话次数、呼入呼出次数、平均单次通话时长、月均通话时长、最大通话时长、总时长等。




3.3 维度合并

了解了一些简单统计特征的生成规则后，我们就可以将这些特征进行合并。还是以通话记录为例，我们可以根据通话发生时间将所有通话分为“白天/夜间”，结合之前已有简单统计量生成更多特征，例如；夜间通话次数。或者根据通话的性质，如“外卖/银行/打车/快递”等分类后，新建特征：银行类通话次数。更常见的是与时间维度进行合并，如：最近一个月的通话次数，最近半年的平均通话时长。




3.4 占比类

占比类特征，例如，银行类通话次数占全部通话次数占比，10分钟以上的通话次数占全部通话次数占比，通话频次最多的号码次数占全部通话次数占比，夜间通话次数占比，诸如此类。




3.5 特征转化


3.5.1 单个特征

对单个特征做各类转化生成新特征，例如指数变换、对数变换、开平方根、开N次幂等。这类变换可能可以提升最后的准确率，但生成的新变量往往没有可解释性。




3.5.2 多个特征

两个以上特征之间的组合。



	环比/同比特征。如，过去1个月通话次数与过去2个月通话次数的比值。


	多项式特征（数值型变量）。基于原始变量生成高阶的交互项，如 sklearn的 PolynomialFeatures，比如 (X1, X2, X3) 3个原始特征的2阶多项式特征是  (1, X1*X2, X1*X3, X2*X3, X1*X2*X3)。


	特征组合（类别型变量）。类别变量的多个属性互相交叉生成新的类别变量，例如性别与婚姻状况组合，生成“男且已婚”、“女且已婚”、“男且未婚”等新特征。












3.6 交叉验证类

指两个变量是否一致，如用户填写的收入水平与实际流水中计算的收入水平。




3.7 GBDT+LR 利用模型生成特征

TODO
https://blog.csdn.net/u013385925/article/details/80055101
http://quinonero.net/Publications/predicting-clicks-facebook.pdf




3.8 特征学习

用深度学习方法自动从数据中学习得到有用的特征，跳过人工生成特征的步骤。这个方法需要大量数据，适合图像、语音类项目。
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数学基础



	1. Function and Data Generalization


	2. 线性代数







1. Function and Data Generalization

Function 函数: 函数是一种关系，这种关系描述了一个集合（输入）里的每一个元素如何对应到另一个（可能相同的）集合（输出）里的唯一元素。

输入是标量
输入是多维的




2. 线性代数

2.1 向量

2.2 向量空间

2.3 向量的馍
L0 馍：有多少个数 不等于0
L2馍：欧几里德距离，圆
L1馍：曼哈顿距离，绝对值相加
L无穷大馍，即最大的Xi
圆上所有点L2馍距离相同；菱形上任何点，他的L1馍都是相同的

2.4 矩阵

2.5 张量

行列式

特征值 特征向量
网站动画演示
左乘A后，向量v变成另一个向量
如果v在特征向量的方向上，Av一定也在其特征向量上
左乘以 在特征向量方向上扩大了 特征值 倍

矩阵的trace
对角线的值的加和

奇异值分解
把一个矩阵分解为3个矩阵的乘积，其中一个是对角矩阵

图函数 凹函数
任何两个点的直线都在集合之内
不在的，非凸集合

凸函数定义
去两个点，直线上的点全部在函数上方，则是凸函数


	概率论与统计
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特征缩放 Feature Scaling TODO



	1. 为什么要做特征缩放？


	2. 零均值化与标准化


	3. 最大-最小值标准化


	4. 缩放至中位数和百分位数







1. 为什么要做特征缩放？




2. 零均值化与标准化

零均值化即把每个变量的均值都变为0，方法是对每个样本的取值都减去该变量的平均值。

标准化即在零均值化的基础上更进一步，不仅把变量的均值置为0，且把方差置为1，方法是对每个样本的取值减去该变量的平均值，再除以标准差。

公式： z = (x-x.mean) / standard deviation

通过零均值化或标准化的处理，可以使得不同的特征具有相同的尺度（Scale）。这样，在学习参数的时候，不同特征对参数的影响程度就一样了。


	缺点

	
	如果变量是偏态分布的或存在极端值，则标准化后的变量分布会被压缩在一个窄小的区间内











3. 最大-最小值标准化

之前XX节提到了，变量的数值差异会影响算法的表现，而最大-最小值标准化可以将变量的值压缩到[0,1]的区间内。

公式：  X = (x-x.min) / (x.max-x.min)


	缺点

	
	与标准化方法的缺点类似，如果变量是偏态分布的或存在极端值，则标准化后的变量分布会被压缩在一个窄小的区间内











4. 缩放至中位数和百分位数

该方法将每个样本减去该变量的中位数，再除以四分位差（IQR）。

公式： X_scaled = (x-x.median) / IQR

IQR = 75th quantile - 25th quantile


	优点

	
	对于偏态分布的变量，也能较好的保留原始的分布形状














          

      

      

    

  

    
      
          
            
  
什么是变量 Variable



	1. 变量的定义


	2. 变量的类型


	2.1 数值变量


	2.1.1 离散型变量


	2.1.2 连续型变量






	2.2 类别变量


	2.2.1 定序变量


	2.2.2 名义变量






	2.3 日期


	2.4 混合变量











1. 变量的定义

在不同语境下，变量可能有不同涵义。在机器学习中，变量是指任何能被测量的事物的某项特征。例如：



	年龄（21,44…）


	性别（男,女）


	房价（$200000,$30000）







之所以称为“变量”是因为它们的取值在观察的总体中往往是可变的。




2. 变量的类型

根据不同的测量尺度，变量可以分为以下2个大类：



	定量型（数值变量）


	定性型（类别变量）








2.1 数值变量

数值变量的取值是数字。数值变量可以进一步分为离散型变量和连续性变量。


2.1.1 离散型变量

离散型变量的可能取值构成的是一个可数的集合，即取值的可能性是有限的。例如，一个家庭中孩子的数量。




2.1.2 连续型变量

连续型变量的可能取值的个数是不可数的。






2.2 类别变量

类别变量是指从一个有限的、固定的类别集合中，根据样本的一些定性的属性分配取值的变量，例如，婚姻状态，邮政编码。
类别变量可以进一步分为定序变量和名义变量。


2.2.1 定序变量

定序变量的取值可以排序或分为几个等级，例如学生的考试等级可以分为 A/B/C 等几个等级。




2.2.2 名义变量

名义变量的取值虽然也是从几个类别中取，但取值本身没有顺序或程度的差别。






2.3 日期

严格的说日期也是类别变量中的一种，但由于其特殊性，我们单独把它作为一类。
日期可以有很多形式，例如 ‘29-08-1987’,‘2016-Dec’，时间戳等。




2.4 混合变量

现实中的数据往往的脏乱的。混合变量在这里特指取值既包含数值也包含类别的变量，例如，“违约状态”变量的取值可能包括：0/1/2/3+/Default 来表示无逾期/逾期1期/逾期2期/逾期3期以上/已欠款。

这种混合的变量的产生有很多种原因，根据实际需要我们可能把它变形为纯数值变量或类别变量。
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